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機械加工において，突発的な加工不良による損失を未然に防ぐために，刃先の損傷や深

刻な摩耗といった，工具折損を引き起こす可能性のある異常状態を早期に検知する技術が

必要とされている．本研究では，小径穴加工中に放出される Acoustic Emission (AE) 信号に

着目し，加工状態をインプロセス診断する技術の開発に取り組む．穴加工中に計測した AE

信号を，連続ウェーブレット変換で前処理し，事前学習済みの深層モデルを用いて特徴量

を抽出した．得られた深層特徴に多変量正規分布を当てはめることで正規性を確立し，異

常スコアとして定量的に指標化した．さらに，提案手法では，複数の深層モデル層から得

られた異常マップを生成することにより，異常状態の違いをレイヤー毎に細分化して可視

化することができる．具体的には，小径穴加工中の AE 信号計測を自動化する計測システ

ムの開発と測定・評価実験による検討を行い，本測定手法の有効性を実証した．

1. はじめに

製造・加工分野においては，大量生産あるいは多

品種少量生産といった従来の製造モデルから，変種

変量生産を高い生産性で実現するマス・カスタマイ

ゼーションへの転換を迫られており，工作機械の

IoT 化によるスマートファクトリーへの取り組みが

加速している．また，少子高齢化による就業人口の

減少や，熟練技術者の技能伝承問題に伴う生産技術

力の低下を解決するためにも，自律的に最適加工を

行う知能化された生産システムの開発が急務となっ

ている．

刻々と変化する加工状態を適宜判断し，自律的に

最適加工を行う知能化された生産システムを開発す

るためには，工作機械や加工プロセスに係る情報を

高精度に観測するセンシング技術と，加工状態を正

確に把握・識別する解析技術の高度化が求められる．

本研究では，小径穴加工における工具刃先の損傷や

深刻な工具摩耗といった，工具折損を引き起こす可

能性のある異常状態を識別することを目的に，

Acoustic Emission (AE) センサを用いた加工状態モ

ニタリング技術の開発に取り組む．ここでは，AE 信

号から特徴量を抽出するために連続ウェーブレット

変換 (Continuous wavelet transform ; CWT) を適用し，

得られた 2 次元特徴量から加工状態を推定する手法

として，画像レベルの異常検出と定量的指標化を実

現する深層特徴量分布モデリング  (Deep feature 

Distribution Modeling ; DDM) 1)を提案する．さらに,切

削加工中に計測した AE 信号データを用いて提案手

法の識別性能を評価し，加工状態診断における有効

性を検証した．

2. 切削加工状態をモニタリングする実験対象

本研究では，切削加工状態を示す時系列信号の取

得に AE センサを使用する．ペックドリリングによ

る穴加工実験を，高精度高速小径微細加工機

図 1 実験装置の概略図 
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(MEGA-360，碌々産業) を用いて実施した．実験装

置の概略を図 1 に，加工条件を表 1 に示す．ワーク

の側面に取り付けた AE センサ (AE-900M-WB，エ

ヌエフ社製) から加工中の AE 信号データを取得す

る．センサから出力された AE 信号は，プリアンプ

(9913，NF) で 40 dB，メインアンプ (AE9922，NF)

で 30 dB 増幅され，高速デジタイザ  (PicoScope

5443D MSO，Pico Technology) を介して計測制御の

コンピュータに保存する．

3. 時系列信号解析

3.1 信号解析方法

切削加工中に発生する AE 弾性波は超音波領域の

高周波であるため，AE センサからの信号を数 MHz

の高いサンプリング周波数で取得する必要がある．

本研究では，センサから得られる膨大な信号データ

から周波数特性を効率的に抽出するために，連続ウ

ェーブレット変換(CWT)を用い，時間－周波に関す

る情報をスペクトログラムとして抽出した．

3.2 連続ウェーブレット変換 

ウェーブレット変換は，もとのデータを簡潔に記

述し，原信号の特徴を調べるのに適した形式に変換

する解析手法の一種である 2)．フーリエ変換が三角

関数の波の重ね合わせで波形を表現するのに対し，

ウェーブレット変換は，任意の時系列データを短い

波 (wavelet) の重ね合わせとして表現する．ウェー

ブレット変換を行うためには，時間的に局在した波

形であるウェーブレット関数が必要であり，数学的

には，ウェーブレット関数と原信号の畳み込みであ

る．この畳み込みにおいて，ウェーブレット関数に，

図 2 に示すような平行移動と伸縮の 2 種類の操作を

施す．

今，時間 𝑡 に依存する信号（関数） 𝑥ሺ𝑡ሻ を考え，

この信号は時間と共に振幅や周波数が変化すると仮

定する．このとき，連続ウェーブレット変換 (CWT) 

は次のように定義される 3)． 

𝐶𝑊𝑇ሼ𝑥ሺ𝑡ሻ;  𝑎, 𝑏ሽ ൌ න𝑥ሺ𝑡ሻΨ௔,௕തതതതതതሺ𝑡ሻ𝑑𝑡 

ここで，Ψ௔,௕ሺ𝑡ሻ  はウェーブレット関数であり，

Ψ௔,௕തതതതതതሺ𝑡ሻ  は Ψ௔,௕ሺ𝑡ሻ  の共役複素数を示す．このウェ

ーブレット関数 Ψ௔,௕ሺ𝑡ሻ は，以下に示すマザー・ウ

ェーブレット関数 Ψሺ𝑡ሻ  を，スケールパラメータ𝑎

と位置パラメータ𝑏を用いて伸縮・平行移動するこ

とによって得られる．

Ψ௔,௕ሺ𝑡ሻ ൌ
1

√𝑎
Ψ൬

 𝑡 െ  𝑏 
𝑎

൰ 

マザー・ウェーブレットには幾つかの種類がある

が，本研究では，AE 信号の信号解析に Morlet ウェ

ーブレットを用いた．Morlet マザー・ウェーブレッ

トは以下のように定義される．

Ψሺ𝑡ሻ ൌ  𝑒𝑥𝑝൫ି௧
మ ଶ⁄ ൯ 𝑒𝑥𝑝ሺ௝ఠబ௧ሻ 

ここで，𝜔଴ は無次元化周波数であり，アドミッシ

ブル条件を満たすために |𝜔଴| ൌ 6とした 4)．このと

き，Morlet ウェーブレットによる変換におけるスケ

ールパラメータ軸 𝑎  と周波数軸 𝑓  に以下の関係

が成立する．

𝑓 ൌ
𝜔଴ ൅ ඥ2 ൅ 𝜔଴

ଶ

4𝜋𝑎
≅

0.968
𝑎

Value

Cutting tool Diameter 1 mm
Tool material High speed steel(HSS)

Drilling Strategy Peck driling
parameters One-step feed-length 1 mm

Depth of hole 8 mm
Spindle speed 4000 rpm
Feed rate 0.0075 mm/rev
Cutting fluid Water-insoluble

Workpiece Material SKD61

Parameter

表 1 小径穴加工条件 

図 2 ウェーブレット変換における 2 種類の処理 

(a) 位置変化 (b) スケール変化（伸縮）
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3.3 AE 信号の解析 

まず，機械振動などの環境騒音の影響を低減する

ために，取得した AE 信号に 100kHz のハイパスフ

ィルタを適用し，おおよそ工具 1 回転の時間に相当

する約 0.016 秒間(32768 サンプル)のデータ毎に固定

長で切り出した後，CWT によって 2 次元マトリクス

に変換する．周波数軸については，100kHz～1MHz の

範囲を 128 分割した周波数解析結果が得られるよう

に CWT スケールを設定した．時間軸については，

解析結果を 128 の等間隔に分割し，その平均値を算

出する．この処理によって得られるマトリクスは，

時間軸(0〜0.0163 秒)と周波数軸(100kHz〜1MHz)そ

れぞれ 128 次元の 2 次元 1 チャンネル画像となる． 

4. 異常検知手法の比較

4.1 異常状態の定量化

加工中に計測した AE 信号の異常度合いを定量化

し，工具状態監視に利用することに焦点を当て，以

下の 3 つの異常検知手法について検討した． 

手法１： AE 信号から計算された実効値（二乗平均

平方根 ; RMS）を状態指標として用いる．  

手法２： 画像解析の異常検出において一般的に使

用される畳み込みオートエンコーダ（CAE）

を用いた指標化．

手法３：本研究の提案手法である深層特徴量分布モ

デリング（DDM）を用いた指標化．  

4.1.1 手法１：実効値 (Root Mean Square) 

AE 信号の実効値（RMS）は，工具摩耗を反映する

代表的なパラメータであり，切削工具状態のオンラ

イン評価等に使用されている 5)． ここでは，AE 信

号から単純に計算した RMS 値を異常状態の指標と

して用いる．まず，機械振動などの環境騒音の影響

やエイリアシングを低減するために，取得した AE

信号に 100kHz のハイパスフィルタと 1MHz のロー

パスフィルタを適用する．次に，約 0.016 秒間（32768

サンプル）のデータ毎に計測信号をクリップし AE

信号の RSM 値を算出する．

4.1.2 手法２：畳み込みオートエンコーダ(CAE)

AE 信号の異常を検出すための状態指標として

CAE の再構成誤差を用いる．本検証では，昨年度の

研究報告書 6)で紹介したものと同様のネットワーク

構造のモデルを利用した．

CAEに入力データとして渡される 2次元の時間周

波数画像 (TF 画像) は，AE 信号に CWT を適用する

ことで生成する．前述の RMS のステップと同様に，

AE 信号は 100kHz のハイパスフィルタと 1MHz のロ

ーパスフィルタで前処理され，約 0.016 秒間のデー

タ毎に固定長で切り出した後，CWT によって変換さ

れる．

CWT による処理後，得られた値が 0～1 の範囲に

収まるよう，以下の式によって正規化 (𝑥௡௢௥௠) する． 

𝑥௡௢௥௠ ൌ ሺ𝑥 െ 𝑥௠௜௡ሻ ሺ𝑥௠௔௫ െ 𝑥௠௜௡ሻ⁄  

ここで， 𝑥௠௜௡と𝑥௠௔௫はデータセット全体の最小値

と最大値である．このデータ処理によって得られた

通常の切削状態における典型的な TF 画像を図 3 (a)

に示す．これらの入力画像のデータセットに対して，

最適化アルゴリズムの Adam 7)を用いて，CAE を 500

エポック学習させる．

4.1.3 手法３：深層特徴量分布モデリング

 距離ベースの異常検知手法を，画像特徴量抽出器

を用いて拡張した本研究の提案手法を用いる．この

手法における正規性は，既存の深層学習モデルから

得られた特徴量に，多変量正規分布 (Multivariate 

Gaussian ; MVG) をフィッティングすることで確立

されるため，この提案手法を深層特徴量分布モデリ

ング (Deep feature Distribution Modeling ; DDM) 1)と

呼ぶことにする．

DDM では，TF 画像から深層特徴量ベクトルを得

るために，ImageNet データセットで事前に訓練され

た EfficientNet 8) を特徴抽出器として用いた．入力に

用いる TF 画像は，CAE で用いた入力画像と同じも

のである．ここでは，図 3 (b) に示すように，まず時

間周波数画像に対して疑似カラー処理をおこない，

EfficientNet-B4 アーキテクチャの推奨入力サイズに

従って  380 ൈ 380  にリサイズする．その後，

図 3  CWT 処理して得られた TF 画像 

(a) グレースケール (b) 疑似カラー化したもの
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EfficientNet-B4 に渡された入力画像は Convolutional 

Neural Network (CNN)によって処理され，図 4

に”Level” (レベル) として示した各ブロックの中間

層から深層特徴量ベクトルが抽出される．この階層

化された中間層毎に抽出した深層特徴量は，レイヤ

ー毎に異なる解像度やフィルタ経路に関連する情報

を含むため，これらの特徴量を解析することによっ

て，レイヤー間の文脈的解釈を大局的に行うと同時

に，画素毎の細かい局所的な分析も行うことができ

る．本研究の提案手法である DDM は，画像解析の

異常検知手法である SPADE9)や PaDiM10) を応用し

たものであるが，PaDiM が異なる層からの深層特徴

の連結を用いて単一の異常マップを生成するのに対

し，DDM は各層からの深層特徴ベクトルを用いて

複数の異常マップを生成することができる．

4.2 DDM による指標化 

4.2.1 正規性の学習 

DDM による異常状態の定量化および可視化に関

する概要を図 5 に示す．学習フェーズにおいて，各

レベルから得られる特徴ベクトルの位置 ሺ𝑖 , 𝑗ሻ にお

ける正常データの分布を学習するために，まず，𝑁

個の正常学習データから，レベル 𝑘  の位置 ሺ𝑖 , 𝑗ሻ

に お け る 深 層 特 徴 ベ ク ト ル の 集 合  𝑍𝑖𝑗
𝑘  ൌ

൫𝑧𝑖𝑗 1
𝑘 , 𝑧𝑖𝑗 2

𝑘 ,⋯  , 𝑧𝑖𝑗 𝑁
𝑘 ൯  を取得する．先行研究の結果に

基づき 11) ，この集合 𝑍௜௝
௞  は多変量ガウス分布（MVG）

𝒩൫𝜇௜௝
௞  ,Σ௜௝

௞ ൯ によって生成されると仮定する．ここで，

𝜇௜௝
௞   と Σ௜௝

௞   はガウスパラメータの推定値であり，平

均値ベクトル 𝜇௜௝
௞  はサンプル 𝑍௜௝

௞  の平均値とし，共

分散行列 Σ௜௝
௞  は次式により推定する．

Σ௜௝
௞ ൌ  

1
𝑁 െ 1

 ෍൫𝑧௜௝௡
௞  െ  𝜇௜௝

௞ ൯

ே

௡ୀଵ

൫𝑧௜௝௡
௞  െ  𝜇௜௝

௞ ൯
஋

4.2.2 異常スコアの計算

評価対象となるテストデータの，各レベル 𝑘  の

位置 ሺ𝑖 , 𝑗ሻ における異常状態を定量化するためにマ

ハラノビス距離 𝑀൫𝑧௜௝
௞ ൯  を適用する．マハラノビス

距離はテストデータの深層特徴量 𝑧௜௝
௞  と，学習した

データ分布 𝒩൫𝜇௜௝
௞  ,Σ௜௝

௞ ൯  の中心との距離と解釈でき，

𝑀൫𝑧௜௝
௞ ൯ は以下の式により計算される．

𝑀൫𝑧௜௝
௞ ൯ ൌ ට൫𝑧௜௝

௞  െ  𝜇௜௝
௞ ൯

஋
Σ௜௝
௞ ିଵ൫𝑧௜௝

௞  െ  𝜇௜௝
௞ ൯ 

異常状態を可視化した異常マップを形成するマハ

ラノビス距離の行列は，レベル 𝑘  毎に異なるサイ

ズ 𝐻௞ ൈ𝑊௞  で生成される．この異常マップにおい

て高い数値を示す位置は異常領域と捉えることがで

きる．また，異常マップはレイヤー毎に生成される

ため，細分化された局所的な状態と，広範囲な文脈

情報を個別に分析することも可能である．異常スコ

アの取得のみを目的とするのであれば，学習段階に

おいて深層特徴ベクトルに対してアベレージ・プー

リングを適用することで，ガウスパラメータの推定

に必要な計算回数をレベル𝑘  毎に 1 ሺ𝐻௞ ൈ𝑊௞ሻ⁄   と

図 4  CNN モデル(EfficientNet-B4) の構造 

図 5 学習済み CNN モデルの中間層から抽出した

深層特徴量とそのデータ分布 (多変量正規分布) に

基づき異常状態を定量化可視化する提案手法

(Deep feature Distribution Modeling ; DDM) 
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大幅に削減できる．しかし，この場合は異常マップ

を生成することができない．

4.3 異常検知手法の性能評価 

人工的に用意したダミーの異常データを用いて二

値分類問題の評価試験を行い，先に述べた 3 つの異

なる手法による分類性能の比較検証を行う．この検

証試験においては，未使用の新品のドリルで得られ

た AE 信号データを正常データとし，人工的に損傷

を与えたドリルで得られたデータを疑似的な異常デ

ータとした．新品のドリル，損傷を与えたドリルを

用いて，それぞれ 60 穴の加工試験を複数回行い検証

用のデータを収集した．

表 2 に得られたデータセットの概要を示す．新し

いドリルを用いた実験で得られた最初の 60 穴まで

の計測信号のうち，5 回分の実験の計測信号を正常

データのデータセットとして使用した．正常データ

の総数は，学習データ 570 ൈ 5 ൌ 2850  テストデー

タ 190 ൈ 5 ൌ 950 で，擬似損傷ドリルを用いた異常

データの総数は，テスト用のみで 190 ൈ 9 ൌ 1710で

ある．擬似損傷は人為的に与えたものであるため，

損傷の程度にばらつきがあり，数穴で折損するドリ

ル (A1~A3)や，60 穴開けても折損しないドリル

(A4~A9) があった．

異常検知手法の性能を評価するために，5 つの正

常データセット（N1~N5）のうち 4 つのグループの

みでモデルを学習し，残りの正常データと異常デー

タで分類性能を評価する，グループ k 分割交差検証

(group k-fold cross-validation, 𝑘 ൌ 5) を行い，AUC 値

に基づく分類性の比較検証を行った．

4.3 分類性能の評価結果 

提案手法である DDM を用いた異常スコアの算出

については，本章の評価においては異常マップを生

成する必要がないため，計算負荷を軽減するために，

平均プーリングを適用して得られるマハラノビス距

離を用いた．

表 3 は，各異常データに対する各手法による性能

評価結果を，group k-fold における AUC の平均値

で示したものである．AUC 値は 0～1 までの範囲を

とり，1 に近い程分類性能が優れていることを示し

ている．この結果から，異常状態の傾向には大きく

2 つのグループがあることがわかる．第一のグルー

プ： AG1 は A1 から A3 までの異常データであり，

3 穴から 17 穴の掘削中に工具が折損したものであ

る．RMSによる検出精度は，全体のAUC平均で0.803

と比較的高く，これらは単純な AE 信号強度で検出

できる異常状態であることが示された．第 2 グルー

プ A4 から A9 までの AG2 は，60 個の穴を開け，折

損しなかった実験のデータである，ここでは，RMS

の検出能力はランダム分類器とほぼ同等で，平均

AUC は 0.4994 であり，これらの異常は単純な信号

強度では分類できないことを示している．CAE の精

度は，AG1 では全体の平均 AUC が 0.8485 と高かっ

たが，AG2 では 0.5151 となり，RMS と同様の傾向

を示した．DDM の結果については，AG1 の検出精

度は 0.7844 で，他の方法よりわずかに低かった．一

方，CAE や RMS で分類できなかった AG2 に対して

は，0.6087 と許容できる判別精度 12)を維持しており，

既存の手法に対する提案手法の有効性が示された．

5. 提案手法による状態推移の定量化・可視化

5.1 小径穴加工の状態推移監視

前章において，工具損傷に対する提案手法（DDM）

の識別能力を示したが，実際の穴加工に伴う工具摩

耗に関する評価指標としての有効性を検証できてい

ない．本章では，実際の工具摩耗状態と DDM から

得られる異常スコアとの相関を調査するために，小

径ドリルによる穴あけ加工を行い，工具折損に至る
表 2  検証用データセットの概要 

表 3  AUC 値による分性能評価結果 

RMS value The CAE The DDM

A1 0.8658 0.8866 0.8573
A2 0.8047 0.8117 0.7483
A3 0.8205 0.8472 0.7477

0.8303 0.8485 0.7844
A4 0.3795 0.3453 0.6007
A5 0.5718 0.5628 0.6253
A6 0.3623 0.3604 0.5310
A7 0.4331 0.5101 0.5876
A8 0.6378 0.6486 0.6455
A9 0.6120 0.6632 0.6621

0.4994 0.5151 0.6087

AG1

average (A1-A3)

AG2

average (A4-A9)

Groups Scheme no.
Anomaly detection method
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までの寿命試験を実施する． 

本実験のドリル加工は，1 列 60 穴の加工の繰り返

しにより実施した．被削材 (SKD61) の中央列付近

から加工を開始し，1800 穴 (60 穴×30 列) を加工し

た時点で未加工領域が無くなったため被削材を交換

した．次に，2 つ目の被削材の 1 列目から加工を継

続し，3869 穴目 (中央列付近の 35 列目) で工具が折

損した．

DDM による異常スコアの算出に必要な正規性の

学習には，第 4 章の評価試験と同様に，未使用の新

品ドリルを用いた 5 回の実験の，最初の 60 穴まで

のデータを用いた．また，工具摩耗の推移に関して

は，マシニングセンタのテーブル上に取り付けたデ

ジタルマイクロスコープを用いて，10 穴加工ごとに

工具先端の状態を撮影し，工具折損に至るまでの，

逃げ面摩耗の推移を撮影画像から計測した．

5.2 異常スコアと摩耗量の推移 

図 6 は，工具折損までの全期間 (3869 穴) にわた

る穴加工数の増加に伴う，工具逃げ面摩耗と異常ス

コアの推移を示している．異常スコアは，提案手法

である DDM によって得られたマハラノビス距離で

あり，各穴の平均値をプロットしたものである．工

具摩耗の推移は，Imran, M.ら 13)や Tan, Q.ら 14)の報告

と同様に 3 段階のプロセスをたどることがわかる． 

図 6 の摩耗勾配が示すように，Stage-1 において，

最初の数百穴は，工具の摩耗量が急速に増加し，異

常スコアは若干高い値を示した．その後，摩耗曲線

の傾きが緩やかになるにつれて，異常スコアは低い

値に減少している．これは，工具の初期摩耗による

急激な変化と，摩耗の進行の後ではあるが，比較的

鋭利な刃先が維持された工具状態を示している可能

性がある．

Stage-2 の間，摩耗曲線の傾きは Stage-1 よりも小

さいが，一定の比率で着実に工具摩耗が進行してい

る．一方，異常スコアは徐々に増加し一時的に高い

値を維持したが，Stage-2 の後半では減少する傾向に

あった．工具摩耗の継続的な増加と異常スコアの増

減は，摩耗による切れ味の低下と，それに続く構成

刃先の形成が安定した加工状態に繋がった結果と考

えられる．

Stage-3 は，工具摩耗の段階的な急増と，最終的に

致命的な工具破損に至る様子が示されている．異常

スコアは概して低かったが，工具摩耗が急速に増加

した工具破損直前に大きな反応が観測された．

2.2 切りくずの形態観察

Haddag ら 15)が報告しているように，切りくずの形

成プロセスは，すくい角などの工具形状に大きく依

存する．切りくずの形成と形態の変化を説明するた

めに，連続する 2 つの領域間の距離であるせん断層

間隔を利用できると考えられる．そこで，実験中に

収集した切りくずのせん断層間隔を，レーザー顕微

鏡 (OLYMPUS LEXT OLS4100) を用いて測定した． 

図 7 は，工具摩耗の異なる段階における切りくず

のレーザー顕微鏡写真である．また，図 8 に，加工

穴数の増加に伴う切りくずせん断層間隔の変化を示

す．工具折損直前までは，平均せん断層間隔に大き

な変動は見られず，10μm から 15μm の範囲で推移

している．しかし，最終段階 (約 3800 穴) では，そ

の値が約 50%も急激に増加した．工具摩耗の進行に

よる切れ刃の鈍化は，見かけのすくい角を増大させ

切りくずの形成過程に影響を及ぼす．その結果，図

7 に示すように切りくず形態が大きく変化し，異常

スコアの急上昇として観測されたと考えられる．

図 6  穴加工数の増加に伴う工具摩耗と異

常値の推移

図 7 切りくずのレーザー顕微鏡写真 

(a) 400 穴加工時 (b) 3800 穴加工時 (折損直前)
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5.2 異常状態の可視化 

摩耗 Stage-3 の工具状態を特定することで，小径

穴加工のプロセス監視が容易になるため，DDM 異

常スコアの推移から得られる情報は有用である．こ

こでは，摩耗状況の変遷を視覚的に示す工具状態の

可視化手法についてさらに調査した．

先に説明したように，提案手法 (DDM) を用いて，

深層特徴のデータ分布に基づく指標を時間周波数領

域にマッピングすることで，状態を可視化した異常

マップを生成することができる．そこで，本試験に

おける異常マップの変化を時系列で確認するために，

5 つの異なる穴加工数範囲から，それぞれサンプル

を無造作に選択し状態の可視化を行う．各範囲の異

常マップの特徴を強調するために，ランダムにピッ

クした 1000 枚の異常マップから平均画像を作成し

た．

深層特徴の各レベルの平均異常マップを図 9 に示

す．Range-2 (780～960穴) とRange-4 (3300～3420穴)

は異常スコアが低く，平均異常マップ上で有意な反

応は確認されなかった．Range-1 (420～600 穴) は摩

耗進行の Stage-1 に相当しており，100～300kHz の低

周波数帯域に強い反応を示した．Range-3 (2040～

2200 穴) は Stage-2 に相当し，Level1~3 では主に

300kHz，Level3~7 では主に 600~700kHz に強い反応

が観察された．Range-5 (3800～3869 穴) は Stage-3 の

破断直前に相当し，特に低周波数帯域 (100kHz) に

強い反応が集中している．これらの異常検出の帯域

幅の違いは，異常マップを階層毎に細分化して可視

化することでより明確化されることが確認された． 

6. おわりに

工具摩耗とせん断層幅を計測し，異常スコアとの

関係を調査した結果，異常スコアに工具の切れ刃の

状態に関連すると思われる増減が認められた．さら
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図 8  穴加工に伴う切りくずせん断層間隔の

平均値と標準偏差範囲の推移

図 9  深層特徴量の中間層毎に生成した異常マップ (1000 サンプルの平均値画像)．各層毎に異常強度の

表示範囲は統一されており，時間軸(0～0163 秒)，周波数軸(100kHz～1MHz)を持つ． 
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に，工具折損直前には急激に大きな反応を示し，工

具破損の予知に有効である可能性が示唆された．ま

た，異常マップを階層毎に細分化して可視化するこ

とで，摩耗状態の遷移がより明確に区別できること

を確認した．

提案手法 (DDM) に基づく定量的指標は，学習効

率が高く，未知の異常状態に対する対応にも優れる

ため，工具状態を認識する手法として有用な技術と

言える．ただし，工具摩耗や工具刃先の状態遷移に

伴う AE 信号特性の変化を捉えるものであるため，

切りくずの穴詰まりや異物との接触などの突発的な

負荷事象には対応できない可能性がある．実務にお

ける適用範囲を検証するためには，異なる被削材や

工具径，回転数，送り速度といった，様々な加工条

件に焦点を当てた追加調査が必要であろう．また，

本検討では，既存の学習済み深層モデルとして

EfficientNet を用いた．しかし，特徴量抽出に使用で

きるモデルは他にも数多く存在する．工具摩耗のモ

ニタリングモデルとして最適な AI 手法を得るため

には，将来的に出現する新たなモデルを含めた比較

研究が望まれる．

本研究では AE 信号をモニタリングセンサとして

採用し，その時系列データから工具状態を推定する

手法を提案した．これらの技術は，高価なモニタリ

ングシステムの代わりに，音声情報などの収集が比

較的容易なデータをより効果的に活用する手法の基

礎となる可能性がある．今後は，様々なセンサ，異

なるデータ形式への適用方法について検討し，デー

タ解析における本手法の応用展開を進めていきたい． 

本研究を実施するにあたって使用したレーザー顕

微鏡は，電源立地地域対策交付金で導入した．
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